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Summary
We address the problem of ranking influential nodes in complex social networks by estimating diffusion proba-

bilities from observed information diffusion data using the popular independent cascade (IC) model. For this purpose
we formulate the likelihood for information diffusion data which is a set of time sequence data of active nodes and
propose an iterative method to search for the probabilities that maximizes this likelihood. We apply this to two real
world social networks in the simplest setting where the probability is uniform for all the links, and show that when
there is a reasonable amount of information diffusion data, the accuracy of the probability is outstandingly good,
and the proposed method can predict the high ranked influential nodes much more accurately than the well studied
conventional four heuristic methods.

1. は じ め に

近年，複雑ネットワークの構造や機能に対する関心が
高まっている [Newman 03a]．機能という観点では，イ
ノベーション，ホットトピックス，さらには悪意のある
噂も，人々の間の社会ネットワークを通じて，所謂 “ク
チコミ” という形で伝搬しうるので，社会ネットワーク
は情報拡散媒体として重要な役割を果たすと言える．イ
ンターネットやWorld Wide Webの興隆は，大規模な社
会ネットワークの発生を加速している．したがって，情
報を普及させる重要媒体として，最近，社会ネットワー
クの研究が注目されている [Domingos 05, Backstrom 06,
Leskovec 06a, Watts 07]．
ネットワーク空間における情報拡散の研究には，ブロ
グ空間におけるトピック伝搬パターンの研究 [Adar 05,
Gruhl 04]や，eメールネットワークを通じたコンピュータ

ウィルスの拡散などのようなネットワークを通じた好まし
くない情報の拡散に対して，その広がりを縮小するための
ノード除去戦略の研究 [Albert 00, Newman 02]などがあ
る．社会ネットワーク上での情報拡散の基本確率モデルと

しては，“independent cascade (IC)モデル”が広く用いら
れている [Goldenberg 01, Kempe 03]．ICモデルを用いて，
情報の広がりを最大にするには指定された数のどのノード
群に最初にその情報を提供すればよいかという，組み合わ
せ最適化問題が研究されている [Kempe 03, Kimura 07]．
本問題は，“影響最大化問題”と呼ばれている．また，最
近，指定された数のリンク群を封鎖することにより好ま
しくない情報の広がりを最小化するという，影響最大化
問題と反対の問題も，ICモデルを用いて研究されている
[Kimura 09]．さらに，複雑ネットワークを ICモデルに
従う情報拡散過程という動的な角度から理解するための
ネットワーク可視化法も研究されている [Saito 08]．本論
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文でも，与えられた社会ネットワークに対して，ICモデ
ルに従う情報拡散現象を考える．
一般に，与えられた社会ネットワークから影響力が強
い有力ノード群を抽出することは，社会ネットワーク分
析分野における最も中心的な課題の一つであり，ネット
ワーク構造に基づいた幾つかのノードランキング法が提
案されている [Wasserman 94]．本論文では，異なった角
度からこの課題に取り組む．我々は，ネットワーク上で

の情報拡散の観測データに基づいて，ICモデルの下での
“影響度”に関しノードをランキングすることにより，影
響力が強い有力ノード群を抽出するという手法を提案す
る．ところで，ICモデルは前もって指定すべきパラメー
タをもっている．具体的には，ネットワーク上の各リン
クに対し，前もって “拡散確率” を指定しなければならな
い．そこで，情報拡散データの観測集合を得る尤度を最
大化することにより，ICモデルの拡散確率を推定する手
法を提案する．十分な数の統計的に独立な情報拡散履歴
が観測されているという場合に，二つの実ネットワーク
トポロジーを用いた実験により，提案法の有効性を検証
する．まず，拡散確率の推定精度を評価し，次に，推定
した ICモデルを有力ノード群抽出のためのランキング
に用い，その結果を真の結果と比較するとともに，また，
社会ネットワーク分析分野の四つのヒューリスティクス
による結果とも比較する．
以下，論文の構成は次のとおりである．2節では，IC
モデルおよびノードの影響度の概念を定義する．3節で
は，提案法を機械学習問題として定式化して詳述する．

4節では，実験設定および実験結果を述べる．5節では，
ICモデルの拡散確率推定の意義などについて議論する．
6節はまとめである．

2. 情報拡散モデル

本節では [Kempe 03]に従って，ネットワーク G上の
ICモデルを定義し，ICモデルに基づいたノードの影響
度を定義する．
与えられた有向ネットワーク（グラフ）G = (V,E)に
対して，V をノード（頂点）全体の集合，Eをリンク（辺）

全体の集合とする．ノード vからノード wへの有向リン
ク eを，e = (v,w)と記述する．また，ノード v から w

へのリンク (v,w)が存在するならば，wを v の “子ノー
ド”と呼び，vを wの “親ノード”と呼ぶ．ノード vの子
ノード全体の集合を，

F (v) = {w ∈ V ; (v,w) ∈ E}
とし，ノード vの親ノード全体の集合を，

B(v) = {u ∈ V ; (u,v) ∈ E}
とする．

IC モデルでは，各リンク e = (v,w) に対して，0 <

pv,w < 1なる実数 pv,w を前もって指定する必要がある．

ここに，pv,wはリンク (v,w)を通じての “拡散確率”と呼
ばれる．ICモデルの拡散過程は離散時間 t ≥ 0で展開し
ていく．ICモデルに基づく情報拡散では，情報が伝わっ
たノードを “アクティブ” と呼ぶ．ノードはその状態が非
アクティブからアクティブには変化するが，その逆には
変化しないと仮定される．
初期アクティブノード集合 S が与えられたとき，ICモ

デルの拡散過程は次のように進んでいく．ノード vが時

刻 tで初めてアクティブになったとき，vは，非アクティ
ブであるその各子ノードwをアクティブにする試行を時
刻 tで行い，その試行は確率 pv,w で成功する．もし，w

の複数の親ノードが時刻 tで初めてアクティブになった
場合は，それら親ノードがwをアクティブにする試行は
任意の順序で独立に順々に行われることになるが，これ

らの試行はすべて時刻 tで行われる．そして，wをアク
ティブにする試行のうち，少なくとも一つの試行が成功
したとき，wは時刻 t +1においてアクティブとなる．と
ころで，v が時刻 tで wをアクティブにするのに成功し
たか失敗したかにかかわらず，時刻 t + 1以降では，vは
もはや wをアクティブにする試行を行うことはできない．
新たにアクティブとなるノードが存在しなくなったとき，

本拡散過程は終了する．
ネットワーク G = (V,E)において，ICモデルの拡散

確率ベクトルを，

Θ = (pv,w)(v,w)∈E

とする．初期アクティブノード集合S に対して，本 ICモデ
ルの拡散過程終了後のアクティブノード数を ϕ(S;Θ)とす
る．ICモデルの拡散過程は確率過程であるので，ϕ(S;Θ)
は確率変数であることに注意する．我々は，ϕ(S;Θ) の
期待値を σ(S;Θ) とし，σ(S;Θ) を，拡散確率ベクトル
Θの ICモデルにおけるノード集合 S の “影響度” と定義
する．特に，S = {v}のとき，σ(S;Θ)を σ(v;Θ)と記述
し，σ(v;Θ)を拡散確率ベクトル Θの ICモデルにおける
ノード vの “影響度”と呼ぶ．ここに，影響度の高いノー
ドは，ICモデルに基づく情報拡散において有力なノード
と言えることに注意する．

3. 提 案 法

3 ·1 有力ノード抽出法

本論文では，ネットワーク上での情報拡散の数理モデ
ルとして ICモデルを仮定する．我々は，与えられたネッ
トワーク G = (V,E)に対し，ICモデルに従う情報拡散
で影響力が強い有力ノード群を抽出する手法として，影
響度 σ(v;Θ0)に関するノードランキング法を提案する．
ここに，Θ0 は Gにおける ICモデルの真の拡散確率ベ
クトルである．しかしながら，実際問題においては真の
拡散確率ベクトルは入手不可能である．そこで，我々は，
過去の独立な M 個の情報拡散履歴

{Dm; m = 1, · · ·,M}
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から推定した拡散確率ベクトル Θ̂ を用いる手法を提案
する．各情報拡散履歴Dm はアクティブノード集合の時
系列

Dm = 〈Dm(0),Dm(1), · · ·,Dm(Tm)〉
として観測される．ここに，Dm(t)は時刻 tで初めてア
クティブになったノード全体の集合であり，Tmは第m情

報拡散履歴の最終時刻である．本問題設定は，確率過程の
モデルが仮定されたときに，それから生成される観測時
系列データに基づいてそのモデルパラメータを推定する
というものであり，標準的なパラメトリック分布を仮定す
る統計モデリングと同じ設定である．このとき，σ(v;Θ0)
に従ったランキングと σ(v; Θ̂)に従ったランキング間の
類似度を評価する必要があることに注意しておく．

3 ·2 拡散確率推定法

§ 1 尤度関数
まず，拡散確率ベクトル Θ = (pv,w) に関する一つの
情報拡散履歴 Dm = 〈Dm(0), · · ·,Dm(Tm)〉の尤度関数
L(Θ;Dm)を以下に定義する．ここに，Dm(Tm +1) = ∅
であることに注意する．
今，v ∈Dm(t), e = (v,w) ∈ E, w ∈Dm(t +1)∩ F (v)
であるとしよう．このとき，ノード v はリンク eを通じ
てノードwをアクティブにすることに成功した可能性が
ある．しかしながら，(Dm(t)∩B(w)) \ {v} �= ∅ならば，
他のノード v′ ∈Dm(t)∩B(w)がwをアクティブにした
という可能性もまたある．よって，w が時刻 t +1で初
めてアクティブになる確率 Pm,t+1(w;Θ)は，

Pm,t+1(w;Θ) = 1−
∏

v∈B(w)∩Dm(t)

(1− pv,w) (1)

で与えられる．ここに，w ∈Dm(t +1)ならばDm(t)∩
B(w) �= ∅であることに注意する．さて，

Cm(t) = Dm(0)∪ · · ·∪Dm(t)

と定義する．Cm(t)は時刻 tでのアクティブノード全体
の集合であることに注意する．v ∈Dm(t)で w ∈ F (v) \
Cm(t + 1)ならば，vはリンク e = (v,w)を通じて wを
アクティブにすることに失敗したということがわかる．
明らかに，v ∈Dm(t)で w ∈ F (v)∩Cm(t)であるとき，
または v �∈ Cm(Tm)であるとき，リンク e = (v,w)を通
じての試行についての情報は得られない．したがって，尤

度関数 L(Θ;Dm)は，式 (1)に基づいて，

L(Θ;Dm) =(
Tm−1∏
t=0

P +
t (Dm;Θ)

)(
Tm∏
t=0

P−
t (Dm;Θ)

)
(2)

と定義できる．ただし，

P +
t (Dm;Θ) =

∏
w∈Dm(t+1)

Pm,t+1(w;Θ)

P−
t (Dm;Θ) =

∏
v∈Dm(t)

∏
w∈F (v)\Cm(t+1)

(1− pv,w)

である．

さて，{Dm; 1≤m≤M}をM 個の独立な情報拡散履
歴とする．このとき，Θに関する目的関数は，

J (Θ) =
M∑

m=1

logL(Θ;Dm) (3)

と定義できる．よって，我々の問題は，式 (3)を最大に
する拡散確率ベクトル Θを求めることである．
§ 2 学習アルゴリズムの導出
本節では，J (Θ)を最大にする拡散確率ベクトル Θ =

(pv,w)の推定法として，EMアルゴリズム [Dempster 77]
における目的関数の最大化と類似した算法で逐次反復ア
ルゴリズムを導出する．すなわち，まず，隠れ変数 {av,w}
を導入し，次に，Θ̄ = (p̄v,w)を更新前の拡散確率ベクト
ルΘの値として Q関数 Q(Θ|Θ̄)を定義し，そして，そ
の最適化問題を解いてパラメータ更新則を導出する．
まず，第m 情報拡散履歴 Dm の時刻 t +1における，
ノード w ∈Dm(t +1)を任意に固定して考える．

Part 1) 隠れ変数の導入: ノード v ∈ B(w)∩Dm(t)か
らリンク (v,w)を通じてノード wへ情報が拡散したなら
ば av,w = 1とし，そうでないならば av,w = 0とすること
により，B(w)∩Dm(t)から {0,1}への写像 awを定義す
る．ただし，v ∈B(w)∩Dm(t)に対して，aw(v) = av,w

である．以降，写像 aw を，

aw = (av,w)v∈B(w)∩Dm(t)

とベクトルで表示することにする．各 av,wは情報拡散履
歴Dm からは知ることができない隠れ変数であることに

注意する．写像 aw = (av,w)を用いると，式 (1)の確率
Pm,t+1(w;Θ)は，

Pm,t+1(w;Θ) = (4)∑
aw∈Aw

∏
v∈B(w)∩Dm(t)

pv,w
av,w (1− pv,w)1−av,w

と表現できる．ここに，Awは少なくとも一つの v ∈B(w)
∩ Dm(t) において 1 となるような B(w)∩Dm(t) から
{0,1}への写像全体の集合である．

Part 2) Q関数の定義: ここで，q(aw |w,Θ)を，

q(aw |w,Θ) = (5)∏
v∈B(w)∩Dm(t)pv,w

av,w (1− pv,w)1−av,w

Pm,t+1(w;Θ)
で定義する．

q(aw |w,Θ) > 0,
∑

aw∈Aw

q(aw |w,Θ) = 1 (6)

が成り立つことに注意する．このとき，式 (4), (5)より，

logPm,t+1(w;Θ)− logPm,t+1(w; Θ̄) = (7)

log

( ∑
aw∈Aw

{
q(aw |w, Θ̄)

·
∏

v∈B(w)∩Dm(t)

pv,w
av,w(1− pv,w)1−av,w

p̄v,w
av,w(1− p̄v,w)1−av,w

⎫⎬⎭
⎞⎠
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が成り立つ．また，式 (6)に注意すると，式 (7)において
Jensenの不等式より，

logPm,t+1(w;Θ)− logPm,t+1(w; Θ̄)

≥Qm,t+1,w(Θ | Θ̄) (8)

が成り立つ．ここに，

Qm,t+1,w(Θ | Θ̄) =∑
aw∈Aw

q(aw |w, Θ̄) gm,t,w(Θ, Θ̄) (9)

である．ただし，

gm,t,w(Θ, Θ̄) =∑
v∈B(w)∩Dm(t)

{av,w logpv,w

+ (1− av,w) log(1− pv,w)}
−

∑
v∈B(w)∩Dm(t)

{av,w log p̄v,w

+(1− av,w) log(1− p̄v,w)}
である．Qm,t+1,w(Θ̄ | Θ̄) = 0に注意しておく．式 (9)に
おいて，任意の v ∈ B(w)∩Dm(t)に対する，∑

aw∈Aw

av,wq(aw |w, Θ̄)

を計算しよう．式 (5)を用いて計算すると，av,w ∈ {0,1}
だから，∑

aw∈Aw

av,wq(aw |w, Θ̄)

=
∑

aw∈Aw

⎧⎨⎩av,w

∏
u∈B(w)∩Dm(t)

p̄u,w
au,w

· (1− p̄u,w)1−au,w

}
/ Pm,t+1(w; Θ̄)

=
∑

ãw∈Aw(v)

⎧⎨⎩p̄v,w

∏
u∈(B(w)∩Dm(t))\{v}

p̄u,w
ãu,w

· (1− p̄u,w)1−ãu,w

}
/ Pm,t+1(w; Θ̄) (10)

が成り立つことが容易にわかる．ここに，Aw(v)は，(B(w)
∩ Dm(t)) \ {v}から {0,1}への写像全体の集合であり，
ãw のベクトル表示は，

ãw = (ãu,w)u∈(B(w)∩Dm(t))\{v}

である．すなわち，ãu,w ∈ {0,1}である．ところで，

∑
ãw∈Aw(v)

⎛⎝ ∏
u∈(B(w)∩Dm(t))\{v}

p̄u,w
ãu,w

·(1− p̄u,w)1−ãu,w

)
=

∏
u∈(B(w)∩Dm(t))\{v}

{p̄u,w + (1− p̄u,w)}= 1

だから，式 (10)より，∑
aw∈Aw

av,wq(aw |w, Θ̄) =
p̄v,w

Pm,t+1(w; Θ̄)
(11)

が成り立つ．よって，式 (9), (11)より，

Qm,t+1,w(Θ | Θ̄) = (12)∑
v∈B(w)∩Dm(t)

{
p̄v,w

Pm,t+1(w; Θ̄)
logpv,w

+
(

1− p̄v,w

Pm,t+1(w; Θ̄)

)
log(1− pv,w)

}
+ f1

が成り立つ．ここに，f1 はΘに依存しない定数である．
Part 3) パラメータ更新則の導出: さて，M 個の独立

な情報拡散履歴全体 {Dm; 1≤m ≤M}を考え，J (Θ)
を最大にする拡散確率ベクトル Θ = (pv,w)を推定する逐
次反復アルゴリズムを導く．任意のリンク (v,w) ∈ Eに

対して，

M+
v,w =

{m ∈ {1, · · ·,M}; ∃t ∈ [0, Tm− 1] such that

w ∈Dm(t +1), v ∈ B(w)∩Dm(t)} , (13)

M−
v,w =

{m ∈ {1, · · ·,M}; ∃t ∈ [0, Tm] such that

v ∈Dm(t),w ∈ F (w) \Cm(t +1)} (14)

を定義する．ここに，M+
v,wはリンク (v,w)を通じて情報

拡散が起こった可能性がある情報拡散履歴全体の集合を，
M−

v,w はリンク (v,w)を通じて情報拡散が起こらなかっ
た情報拡散履歴全体の集合を，それぞれ表していること

に注意する．任意のリンク (v,w) ∈ Eに対して pv,w > 0
であるので，我々は，十分な数の独立な情報拡散履歴が
観測されているとして，∣∣M+

v,w

∣∣ :十分大, ∀(v,w) ∈ E (15)

と仮定する．以下に Θ = (pv,w)の更新則を導く．
式 (2), (3)より，

J (Θ)−J (Θ̄) =
M∑

m=1

(
Tm−1∑
t=0

h+
m,t(Θ, Θ̄) +

Tm∑
t=0

h−
m,t(Θ, Θ̄)

)
である．ただし，

h+
m,t(Θ, Θ̄) =

∑
w∈Dm(t+1)

{logPm,t+1(w;Θ)

− logPm,t+1(w; Θ̄)},

h−
m,t(Θ, Θ̄) =∑

v∈Dm(t)

∑
w∈F (v)\Cm(t+1)

{log(1− pv,w)

− log(1− p̄v,w)}
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である．よって，式 (8)より，

J (Θ)−J (Θ̄) ≥ Q(Θ | Θ̄) (16)

が成り立つ．ただし，

Q(Θ | Θ̄) = (17)

f2 +
M∑

m=1

⎧⎨⎩
Tm−1∑
t=0

∑
w∈Dm(t+1)

Qm,t+1,w(Θ | Θ̄)

+
Tm∑
t=0

∑
v∈Dm(t)

∑
w∈F (v)\Cm(t+1)

log(1− pv,w)

⎫⎬⎭
であり，f2 は Θに依存しない定数である．また，

Q(Θ̄ | Θ̄) = 0 (18)

が成り立つことに注意しておく．よって，式 (16), (18)よ
り，Q関数 Q(Θ | Θ̄)を最大にする Θを求めることによ
り，目的関数 J (Θ)を最大化するためのパラメータ更新
則を導くことができる．Q(Θ | Θ̄)は，式 (12), (17)より，

Q(Θ | Θ̄) = (19)

f3 +
M∑

m=1

⎡⎣Tm−1∑
t=0

∑
w∈Dm(t+1)∑

v∈B(w)∩Dm(t)

{
p̄v,w

Pm,t+1(w; Θ̄)
logpv,w

+
(

1− p̄v,w

Pm,t+1(w; Θ̄)

)
log(1− pv,w)

}

+
Tm∑
t=0

∑
v∈Dm(t)

∑
w∈F (v)\Cm(t+1)

log(1− pv,w)

⎤⎦
となる．ただし，f3はΘに依存しない定数である．式 (15),
(19) より，関数 Q(Θ | Θ̄) は，{logpv,w, log(1− pv,w);
(v,w) ∈ E} の線形結合でありかつそれらの係数は正で
あるので，唯一の極値をもちその極値は最大値でもある．
したがって，Q(Θ | Θ̄) の極値を与える Θ を求めれば良
い．式 (13), (14), (19)より，任意の (v,w) ∈ Eに対して，

∂Q

∂pv,w
=

∑
m∈M+

v,w

{
p̄v,w

Pm,t+m(v,w)+1(w; Θ̄)
1

pv,w

−
(

1− p̄v,w

Pm,t+m(v,w)+1(w; Θ̄)

)
1

1− pv,w

}

− ∣∣M−
v,w

∣∣ 1
1− pv,w

(20)

である．ただし，|S|は集合Sの要素数であり，m ∈M+
v,w

に対して t+m(v,w)は，

t+m(v,w) ∈ [0, Tm], w ∈Dm(t+m(v,w) +1),

v ∈ B(w)∩Dm(t+m(v,w))

なるものである．ゆえに，目的関数 J (Θ)を最大化する
ためのパラメータ更新則は，任意の (v,w) ∈ Eに対して，

pv,w = (21)
1∣∣M+

v,w

∣∣+ ∣∣M−
v,w

∣∣ ∑
m∈M+

v,w

p̄v,w

Pm,t+m(v,w)+1(w; Θ̄)

となる．ただし，式 (21) において Pm,t+m(v,w)+1(w; Θ̄)
の値は式 (1)により計算する．式 (20)より，式 (21)の
Θ = (pv,w)が関数 Q(Θ | Θ̄) の極値を与えることは容易
に示される．

§ 3 推定アルゴリズム

我々は，ネットワークG = (V,E)における ICモデル
の拡散確率ベクトル Θ = (pv,w)を，M 個の情報拡散履
歴 {Dm; m = 1, · · ·, M}から，以下のようなアルゴリズ
ムで推定する．

次の逐次反復アルゴリズムをK 回実行し，出力された
K 個の拡散確率ベクトル Θのうち，J (Θ)の値が最大と
なるものを，推定拡散確率ベクトル Θ̂として出力する．
ここに，自然数 K は制御パラメータである．

1. 拡散確率ベクトル Θ̄ = (p̄v,w) ∈ (0,1)|E|をランダム
に生成する．

2. 式 (21)により，Θ̄ から更新拡散確率ベクトル Θ =
(pv,w)を計算する．

3. ‖Θ− Θ̄‖ < εならば，反復を終了し，Θを出力する．
4. Θ̄←Θとしてステップ 2に戻る．

ここに，εは終了条件を制御する正数である．

提案法の基本性能を評価するために，本論文では以降，

すべてのリンクが同じ拡散確率 pをもつという最も単純
な場合を考える．もちろん，提案法はそのような制限が
ないより一般の場合に対しても有効でありうるが，この
ような問題設定は，多くの従来研究でも採用されている
[Kempe 03, Kimura 07, Kimura 09]．また，このように
拡散確率をすべてのリンクで同じ値に設定することによ

り，社会ネットワーク分析分野におけるネットワーク構
造のみに基づいて有力ノードをランキングする代表的な
既存法と，提案ランキング法を公平に比較することが可
能になると考えられる．ところで，同一の情報拡散モデ
ル（ICモデル）に従う，非常に多数の独立な情報拡散履
歴 {Dm;m = 1, · · ·,M}が観測されるという仮定は，現
実的でないと考えられる．すなわち，式 (15) は大規模
ネットワークにおいては一般には成立しないと考えられ
る．特に，ここでのように拡散確率を一様に設定するこ
とで，限られた数の独立な情報拡散履歴から，すなわち，
式 (15)を仮定することなく，それらを生成した ICモデ
ルを推定するという，より現実的な問題設定が可能とな
ることにも注意しておく．拡散確率設定の一般化に関し

ては，5章で議論する．
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4. 実 験

4 ·1 実 験 設 定

実験では，[Kimura 09]で使用された，社会ネットワー
クのトポロジーがもつ顕著な特徴 [Newman 03b]を持つ
二つの大規模な実ネットワークトポロジー，ブログネッ
トワークとウィキペディアネットワークを用いた．これ
らは双方向ネットワークである．ブログネットワークは
12,047ノードと 79,920有向リンクをもち，ウィキペディ
アネットワークは 9,481ノードと 245,044有向リンクを
もつ．本実験では，前にも述べたように，拡散確率 pが
ネットワーク上で一様であるという最も単純な場合を考
えた．そして [Kempe 03, Leskovec 06b]に従って，pの
値を比較的小さい値に設定した．特に，pの値を 1/d̄よ
りも小さい値に設定した．ここに，d̄はネットワークの
平均出次数である．1/d̄の値は，ブログネットワークで

は 0.15，ウィキペディアネットワークでは 0.03であった
ので，我々は，ブログネットワークでは p = 0.1，ウィキ
ペディアネットワークでは p = 0.01と設定した．影響度
{σ(v;p); v ∈ V }の値は，パラメータ値 10,000のボンド
パーコレーション法 [Kimura 07]を用いて評価した．こ
こに，そのパラメータ値はボンドパーコレーション過程
の試行回数を表している．影響度の平均値と標準偏差値

は，ブログネットワークでは 87.5と 131であり，ウィキ
ペディアネットワークでは 8.14と 18.4であった．
我々は，拡散確率 pの推定にM 個の情報拡散履歴を訓
練サンプルとして用いた．ここに，M はパラメータであ

る．各情報拡散履歴は，ランダムに選ばれた一つの初期
アクティブノード Dm(0) = {vm}から真の ICモデルの
拡散過程により生成される，アクティブノード集合の時
系列 {Dm = 〈Dm(0), · · ·, Dm(Tm)〉}とした．また，提
案法の推定アルゴリズムにおける制御パラメータK と ε

は，それぞれ，K = 5, ε = 10−12と設定した．

4 ·2 比 較 法

ランキング上位のノード群の予測性能に関して，提案
法を社会ネットワーク分析分野における四つのヒューリ
スティクスと比較した．

“出次数中心性”，“closeness中心性”および “between-
ness中心性” は，ノードの影響力を測定する尺度として
社会ネットワーク分析の分野で一般に用いられている
[Wasserman 94]．ここに，ノード v の出次数は v から
のリンク数として定義され，ノード v の closeness は v

とネットワーク内の他ノードとの平均距離の逆数として
定義され，そして，ノード vの betweennessは vを通る

ノードペア間の最短パスの数として定義される．

また，ウェブページのハイパーリンクネットワーク上
で権威ある（影響力がある）ページを同定するための手
法として，“PageRank法”[Brin 98]がよく知られている．
PageRank 法によって得られる “authoritativeness” によ

表 1 提案法における拡散確率の推定性能．

Results for the blog dataset
M E
20 0.036 (0.024)
40 0.018 (0.014)
60 0.016 (0.007)
80 0.009 (0.006)
100 0.006 (0.004)

Results for the Wikipedia dataset
M E
20 0.138 (0.081)
40 0.109 (0.066)
60 0.080 (0.041)
80 0.047 (0.018)
100 0.021 (0.013)

り，ノードの影響力を測定することも自然だと考られる．
この手法はパラメータ λ をもっている．ここに，λ は，
PageRank 法をランダムウェブサーファーモデルと見た
とき，サーファーが一様ランダムに選んだウェブページ
にジャンプする確率を表している．実験では，典型的な

設定 λ = 0.15[Ng 01]を用いた．

4 ·3 実 験 結 果

まず，提案法による拡散確率の学習性能を評価した．p0

を ICモデルの真の拡散確率とし，p̂を提案法により推定
された拡散確率の値とする．学習性能は，誤差率，

E =
|p0− p̂|

p0

で評価した．表 1 は，訓練サンプル数 M に対する，E
の平均値と括弧内にその標準偏差を示している．ここに，
同じ実験を独立に 5回実行した．十分な量の訓練データ
があるとき，我々のアルゴリズムによる推定確率は真の
確率に効率よく収束していくことが見て取れる．本結果

は提案法の有効性を実証している．

次に，ネットワークG = (V,E)から影響力が強いノー
ド群を抽出するためのランキング法として，提案法を，出
次数法，betweenness 法，closeness 法および PageRank
法と比較した．任意の正整数 r (≤ |V |)に対して，L0(r)
を真の上位 r個のノード集合，L(r)を与えられたランキ
ング法による上位 r個のノード集合とする．ランキング

法の性能を，ランク rでの “ランキング類似度”F (r)，

F (r) =
|L0(r)∩L(r)|

r

により評価した．我々は，影響力が強いノード群を抽出
することに興味があるので，上位ランクでのランキング

類似度に焦点をあてた．図 1と図 2は，ブログネットワー
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クに対する結果とウィキペディアネットワークに対する

結果を，それぞれ示している．ここに，丸印，三角印，
ダイアモンド印，四角印およびアスタリスク印は，それ
ぞれ，提案法，出次数法，betweenness法，closeness法
および PageRank法に対して，ランク rの関数としてラ
ンキング類似度 F (r)を表している．提案法に関しては，
M = 100の場合での 5回の実験結果に対する平均値をプ
ロットしている．提案法は，両方のネットワークに対し

て，他のヒューリスティクスよりもはるかに良い結果を
示したということが見て取れる．これらの結果は，提案
法の有効性を実証している．

5. 議 論

まず，提案ランキング法は，情報拡散モデルである IC
モデルに基づいた新たな中心性の概念を与えていると考

えられる．実際，図 1, 2から，提案法が上位にランキン
グしたノード群は，各従来法のそれらと大きく異なって
いたことがわかる．すなわち，提案法は，もし過去の情
報拡散データが入手できるならば，新たなタイプの社会
ネットワーク分析を可能としている．もちろん，各従来
法にはそれぞれのメリットと利用法があることに議論の

余地はなく，我々の手法は，情報拡散という観点で異な
るメリットをもつものとして，それら従来法に追加する
ものである．
次に，ICモデルに基づいた有力ノード群抽出において，
拡散確率の値を知ることが重要であることを単純な解析
により説明する．もし拡散確率の値がノードランキング
に全く影響しないならば，その値に注意を払う必要がな

い．しかしながら，以下のような単純な解析により，拡
散確率 pの値はノードランキングに影響するということ
が示される。まず，σ(v;p)は，vの出次数がゼロでない
なら，pに関して単調増大する非負関数であることに注
意しよう．ネットワーク G = (V,E)内には，図 3に示す
ように次の条件を満たす二つのノード v0,w0 ∈ V がある

10 20 30 40 50 60 70 80 90 100
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

rank

ra
nk

in
g 

si
m

ila
rit

y

 

 

proposed
out−degree
betweenness
closeness
PageRank

図 1 ブログネットワークでの有力ノード群抽出に関する性能比較．
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図 2 ウィキペディアネットワークでの有力ノード群抽出に関する
性能比較．

と仮定する．

(v0, v1), (v0, v2), (v0, v3) ∈ E,

(w0,w1), (w0,w2), (w1,w3), (w2,w3) ∈ E.

このとき，v0 の影響度 σ(v0;p)と w0の影響度 σ(w0;p)
は，ともに最大値は 3であるが，それらは，

σ(v0;p) = 3p,

σ(w0;p) = 2p+ (1− (1− p2)2) = 2p +2p2− p4

と計算される [Kimura 06]．したがって，

σ(v0;p)− σ(w0;p) = p(1− p)(1− p− p2)

が成り立つ．これより，

σ(v0 ;p) > σ(w0;p) if p < (−1 +
√

5)/2
σ(v0 ;p)≤ σ(w0;p) otherwise

が成り立つ．直感的には，pの値が大きくなるにつれて，
情報源ノードから 2ステップで到達可能なノードがアク
ティブになる確率が，それから 1ステップで到達可能な
ノードがアクティブになる確率よりも大きくなり，した
がって，w0がより大きな影響度をもつようになる．一般
にネットワーク内にはこれらのような部分ネットワーク
が多く存在するので，拡散確率をできるだけ高精度に推

定することは重要である．我々は，本論文で提案した手

v3

v2

v1

v0 w0

w1

w2

w3

図 3 ネットワークの例．
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法が様々なタイプの社会ネットワーク分析に有用となり

うると信じている．

さて，本論文で示した解析は，pがリンク集合Eのすべ

てのリンクに対して一つの値しかとらないという，最も単
純な場合に対してのものであったが，しかしながら，我々
の提案法は非常に一般的なものであることに注意してお
く．より現実的な設定では，Eを部分集合 E1,E2, · · ·,EN

に分割して，各 En ごとに異なる値 pn を設定するとい
うことが考えられる．例えば，ノード集合 V を，他に強

い影響を及ぼすノード群とそうでないノード群の二つの
グループに分割することが可能かもしれないし，または，
他から影響を受けやすいノード群とそうでないノード群
という別の二つのグループに分割することが可能かもし
れない．類似の考えで，ノード集合 V を複数のグループ
に分割することも可能であろう．もし，ノードのグループ
化についての背景知識があれば，我々の手法はそれを最

大限に利用することができる．これは人工知能アプロー
チの特徴の一つであるが，そのような背景知識を得るこ
とは，社会ネットワークからの知識発見における重要な
研究課題である．

6. ま と め

ネットワークトポロジーと情報拡散データが与えられ
たとき，その複雑な社会ネットワーク上で影響力が強い
ノードをランキングする手法を提案した．一般的な情報
拡散モデルである ICモデルを用いて各リンクの拡散確率
を，アクティブノード集合の時系列として観測された過去

の情報拡散履歴から，尤度最大化問題として推定する効
率的な手法を導いた．拡散確率がネットワーク上で一様で
あるという最も単純な設定の下で，二つの実ネットワーク
を用いた実験により提案法の有効性を実証した．まず，訓
練データとして用いられる観測時系列データがある程度
あるならば，提案法が拡散確率を高精度に推定できること
を示した．次に，影響力が強いノードのランキングを，よ

く知られたヒューリスティクス（出次数中心性，closeness
中心性，betweenness中心性，authoritativeness）に基づ
いた手法よりも，提案法がはるかに高精度に予測できる
ことを示した．

本研究では、社会ネットワークにおける情報拡散現象の
最も基本的な数理モデルの一つであり，[Goldenberg 01,
Kempe 03]など多様な研究が行われている ICモデルを，
情報拡散モデルとして仮定した．もちろん，大規模社会

ネットワークにおける現実の情報拡散現象は極めて複雑
である．どのようなコミュニティが形成されるかにより，
どのように拡散するかが決まる．IC モデルは，伝染病
蔓延の基本確率モデルである SIRモデル [Newman 03a]
と見なされるものであるが，現実の情報拡散現象を記述
するには，「あるノード対の相互作用が特定時刻の 1 回
に限られる」など仮定の厳しいモデルである．それらを

緩和する研究として，時間遅れでの相互作用を許容する

モデル [Gruhl 04]や複数回の相互作用を許容するモデル
[Watts 07]など，多様なモデルが提案されているが，こ
れらの研究でも基本的な ICモデルを土台としている．も
ちろん，情報拡散データからモデルパラメータを推定す
る我々の研究においても，上記のようなより現実的なモ
デルへの適用法を確立し，その有効性を示していくこと
は今後の重要な課題である．しかしながら，最も基本的

な ICモデルでの手法を確立し評価することは，その第一
歩として重要と考えられる．このようなステップは，複
雑ネットワーク研究と機械学習研究を融合する新たな研
究パラダイム構築のために必要不可欠であり，本研究に
よりその有望性が示せたことは十分に意義があると信じ
ている．
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